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RESUMO 

Uma Rede Neural Informada por Física (Physics-Informed Neural Network - PINN) é proposta para a descoberta do  
parâmetro de viscosidade cinemática () na equação de Burgers 2D. A metodologia emprega uma otimização híbrida, 
combinando o otimizador Adam com o L-BFGS-B, e incorpora técnicas avançadas como ponderação adaptativa da função 
de perda, aprendizado curricular para o parâmetro  e regularização baseada em intervalos para aprimorar a convergência 
e a estabilidade. Os resultados demonstram a alta precisão do modelo no problema inverso, alcançando a descoberta de 
com erros relativos consistentemente baixos, variando de 0,0% a 1,7% em múltiplos cenários de teste. O estudo também 
revela a robustez do modelo à adição de ruído gaussiano nos dados de treinamento. Embora a descoberta do parâmetro seja 
precisa, a generalização do modelo paramétrico para uma faixa mais ampla de valores de  permanece como um desafio. 
Este trabalho enfatiza a eficácia de estratégias de treinamento específicas para a aplicação de PINNs em problemas inversos 
na ciência e engenharia. 

PALAVRAS-CHAVE 

Redes Neurais Informadas pela Física, Equação de Burgers, Descoberta de Parâmetros, Problemas Inversos, Método das 
Diferenças Finitas 

1. INTRODUÇÃO 

As equações diferenciais parciais (EDPs) são fundamentais para muitas disciplinas científicas e de engenharia, 
sendo resolvidas por métodos numéricos clássicos, como o Método dos Elementos Finitos (MEF)  
(Zienkiewicz, Taylor e J. Z. Zhu, 2013) e o Método das Diferenças Finitas (MDF) (LeVeque, 2007), os quais 
formam a base desses métodos. A equação de Burgers (Burgers, 1948) é uma EDP não linear de interesse, visto 
que aparece em vários campos, como mecânica dos fluidos, acústica não linear e fluxo de tráfego. O chamado 
problema direto resolve a EDP usando parâmetros conhecidos utilizando um dos métodos conhecidos,  
enquanto o chamado o problema inverso estima parâmetros da EDP a partir de dados observados ou sintéticos, 
representando um desafio em aberto devido à sua natureza frequentemente mal formulada e à sensibilidade a 
ruídos ou limitações nos dados de entrada. Neste contexto, as PINNs surgem como uma abordagem de  
aprendizado de máquina computacionalmente atraente, principalmente por não depender de malhas de  
discretização com grande resolução espacial, um dos principais fatores de custo em simulações de larga escala, 
utilizadas tanto no problema direto como no inverso. 

Este trabalho explora o problema inverso da equação de Burgers 2D para estimativa do parâmetro de 
viscosidade cinemática por uma PINN (Raissi, Perdikaris e Karniadakis, 2019), detalhando refinamentos  
aplicados ao treinamento dessa rede neural. São abordados desafios práticos de implementação e apresentados 
aprimoramentos metodológicos para uma determinação robusta e precisa da viscosidade cinemática. Os  
principais aprimoramentos incluem a implementação do Aprendizado por Currículo Ponderado, a integração 
de callbacks e a Regularização Baseada em Intervalos. Além destes, destaca-se a abordagem implementada de 
otimização híbrida, a qual combina os algoritmos Adam (Kingma e Ba, 2014), para uma busca mais global, e 
L-BFGS-B (C. Zhu et al., 1997) para busca local. O código-fonte deste trabalho está disponível publicamente 
em https://github.com/efurlanm/burgers-pinn . 
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2. TRABALHOS RELACIONADOS 

O uso de aprendizado de máquina, no caso, aprendizado profundo, para resolver equações diferenciais tem 
demonstrado interesse crescente, com destaque para as PINNs. Um estudo pioneiro Raissi, Perdikaris e  
Karniadakis, 2019 apresentou a estrutura fundamental para PINNs, demonstrando sua eficácia na resolução de 
problemas diretos e inversos envolvendo EDPs não lineares. Estudos e resenhas subsequentes, como Cuomo 
et al., 2022, forneceram uma visão geral abrangente do campo, consolidando a importância das PINNs no 
aprendizado de máquina aplicado a problemas científicos. 

PINNs foram aplicados com sucesso a alguns problemas de dinâmica de fluidos, incluindo as equações de 
Burgers e Navier-Stokes (Raissi, Perdikaris e Karniadakis, 2019). Embora essas aplicações demonstrem o  
potencial dos PINNs, a resolução de problemas inversos como descoberta de parâmetros continua sendo um 
desafio significativo. A literatura da área frequentemente observa que identificar parâmetros físicos  
desconhecidos é significativamente mais difícil do que resolver o problema direto, frequentemente devido ao 
uso dados observacionais limitados ou com ruído. 

Muitos estudos se concentraram nos desafios associados ao treinamento de PINNs, que envolve a 
minimização de uma função de perda, cujos gradientes podem assumir valores quase nulos ou então 
demasiadamente altos. Além disso, a PINN proposta utiliza uma função de perda composta que pode levar a 
um problema de otimização desbalanceado, em que um dos seus termos pode dominar os gradientes, 
dificultando a convergência, o que pode ser contornado pelo uso de um esquema de ponderação adaptativo que 
ajusta dinamicamente os pesos dos termos da função de perda durante o treinamento. A escolha do otimizador 
também é um fator crítico, com muitos estudos empregando uma abordagem híbrida, como a proposta na PINN 
implementada: uma busca global inicial usando uma rede neural padrão, no caso, com o otimizador Adam 
(Kingma e Ba, 2014), seguida de uma busca local empregando um método quasi-Newton, no caso, o método 
L-BFGS-B (Wang, Teng e Perdikaris, 2021). Este trabalho adota uma estratégia de otimização em duas etapas, 
separando o treinamento da rede paramétrica da subsequente descoberta do parâmetro. Na Etapa 1, 
emprega-se uma rede neural padrão com o otimizador Adam que utiliza uma função de perda padrão data loss
calculada a partir da diferença entre os dados observados e os dados estimados pela rede. Na Etapa 2, relativa 
à descoberta do parâmetro , a rede pré-treinada na etapa anterior é retreinada com uma função de perda 
composta, a qual considera o termo dataloss anterior e um segundo termo PDEloss relativo aos resíduos da 
aplicação da EDP a um conjunto de pontos de colocação. Entretanto, a Etapa 2 utiliza uma abordagem híbrida, 
em que seu treinamento se inicia utilizando o otimizador Adam para uma busca global e depois prossegue com 
o otimizador L-BFGS-B para uma busca local. 

Apesar do foco da literatura em novas arquiteturas, há uma escassez de estudos que detalhem dificuldades 
práticas de implementação, tais como instabilidades de execução dos otimizadores ou interações com 
compiladores JIT, críticos para a reprodutibilidade. Este trabalho visa preencher essa lacuna, oferecendo visões 
sobre a escolha de otimizadores e a configuração do ambiente de software para obtenção de resultados 
confiáveis. 

3. A EQUAÇÃO DE BURGERS 2D 

A equação de Burgers 2D é um sistema de duas equações diferenciais parciais (EDPs) não lineares acopladas 
que descrevem o campo de velocidades de um fluido. As equações são dadas por: 
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Acima, ,,  e , ,  são os componentes de velocidade nas direções x e y, respectivamente, e 
representa a viscosidade cinemática do fluido. Para este estudo, foi definida uma configuração de bancada de 
testes (benchmark) com um domínio espacial  = 0, × 0, e um domínio temporal  = 0, 0,0. A 
discretização para a geração de dados de referência utiliza uma grade de 1 × 1 pontos espaciais e 50 passos 
de tempo. Esta configuração foi escolhida por ser suficientemente refinada para capturar a dinâmica não linear 
da equação de Burgers, ao mesmo tempo que se mantém computacionalmente tratável, servindo como um 
problema de validação claro e reprodutível para o método proposto. 
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Em qualquer instante  o conjunto completo de componentes de velocidade  e  para o domínio espacial 
é denotado como o campo de velocidade. A condição inicial para os componentes de velocidade em  = 0 é
dada abaixo por um pulso gaussiano de amplitude 1,0 centrado em (1, 1) escolhido por ser uma solução não 
trivial bem conhecida da equação de Burgers e, portanto, facilmente avaliada. 

Em comparação com a implementação unidimensional da equação de Burgers, a implementação de sua 
versão bidimensional apresenta desafios significativos. Em termos de complexidade conceitual, o problema 
muda de uma única Equação Diferencial Parcial (EDP) para um sistema de duas EDPs acopladas. O campo de 
velocidade agora é expresso como um vetor bidimensional, e as interações entre seus componentes  e  (por 

exemplo,  ⋅ [



] e  ⋅ [




]) devem ser modeladas com precisão. Outro desafio é a dimensionalidade da rede 

neural. O domínio de entrada da rede neural aumenta de ,  para , , , exigindo um número muito maior 
de pontos de colocação para aplicar efetivamente o resíduo da EDP em todo o domínio espaço-temporal. 
Finalmente, no caso 2D, a complexidade da implementação também aumenta, visto que a rede neural precisa 
de duas saídas ( e ) em vez de uma, e o cálculo dos resíduos da EDP torna-se mais complexo devido ao 
maior número de derivadas parciais, incluindo derivadas parciais cruzadas. 

Pontos de colocação são pontos específicos dentro do domínio espaço-temporal onde a rede neural é 
restringida a satisfazer a EDP governante, normalmente usada para calcular o termo residual da EDP na função 
de perda. Esses pontos são gerados usando amostragem aleatória dentro do domínio. Na metodologia 
apresentada aqui, a viscosidade cinemática () para esses pontos é amostrada dinamicamente a partir de uma 
faixa curricular durante o treinamento, conforme detalhado na Seção 4.3. Alcançar a convergência da função 
de perda não garante inerentemente uma estimativa precisa de , pois o otimizador pode convergir para um 
mínimo local no espaço de busca de parâmetros. 

4. METODOLOGIA E MODELO PINN 

Esta seção detalha a arquitetura do modelo PINN, que constitui a Etapa 2 da metodologia proposta e que utiliza 
a rede neural padrão da Etapa 1, a qual foi treinada com dados observacionais de velocidade e utilizando 
otimizador Adam. 

4.1 Arquitetura do Modelo 

Como mencionado, a Etapa 2, o modelo PINN emprega uma abordagem híbrida no treinamento, composta por 
iterações com o otimizador Adam seguidas de iterações com o otimizador L-BFGS-B. A rede neural PINN tem 
uma camada de entrada com 4 neurônios (, , , ), seguida de 5 camadas ocultas, cada uma contendo 60 
neurônios, e uma camada de saída com 2 neurônios (, ), totalizando 7 camadas. As camadas de entrada e de 
saída não utilizam função de ativação, enquanto as camadas ocultas utilizam a função de ativação Swish 
(Ramachandran, Zoph e Le, 2017), escolhida por duas razões. A primeira razão é sua natureza suave e 
continuamente diferenciável, a qual é vantajosa para o cálculo de derivadas de alta ordem exigidas pelo resíduo 
da EDP, em contraste com funções com gradiente descontínuo tais como a função ReLU. A segunda razão é 
seu melhor desempenho em problemas não lineares e sua capacidade de evitar o problema do "neurônio morto" 
dying ReLU, comum em redes profundas. O método de Glorot (Glorot e Bengio, 2010) foi utilizado para 
inicialização dos pesos e biases da rede, melhorando a estabilidade do treinamento. Outro refinamento é o 
emprego da regularização L2, que adiciona um termo de penalidade na função de perda, proporcional ao 
quadrado dos pesos das camadas ocultas, para evitar overfitting. Todas as entradas (x, y, t, ) são normalizadas 
para o intervalo [-1, 1]. 
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Uma visão esquemática dessa arquitetura é apresentada na Figura 1. A rede neural recebe como entrada o 
conjunto de coordenadas espaço-temporais , , , inferindo as componentes de velocidade , , além de 
um valor candidato para a viscosidade cinemática . A função de perda expressa o erro correspondente à 
diferença entre as velocidades de entrada e aquelas inferidas pela rede (termo dataloss) e o erro correspondente 
ao resíduo da EDP (termo PDEloss). 

Essa arquitetura foi definida com base em práticas comuns na literatura de PINNs e ajustada empiricamente 
para o problema em questão. Uma análise exaustiva de sensibilidade dos hiperparâmetros está fora do escopo 
deste trabalho. 

Figura 1. Visão esquemática da arquitetura da PINN proposta para a Etapa 2 

4.2 Geração dos Dados Sintéticos 

Em lugar dos dados observados, utiliza-se para a equação de Burgers 2D dados sintéticos do campo de 
velocidades gerados por uma implementação do Método das Diferenças Finitas (MDF). A grade 2D adotada 
tem 1 × 1 pontos abrangendo um domínio espacial 0, em ambas as dimensões, enquanto o domínio 
temporal abrange 50 passos de tempo  com intervalos de 0,001. As condições iniciais para os componentes 
de velocidade u e v em  = 0 são dadas por um pulso gaussiano de amplitude 1,00 centrado no ponto 1,0, 1,0
com desvios-padrão de 0, em ambas as dimensões. Os dados sintéticos de velocidade foram gerados para os 

seguintes instantes de tempo: 


4
, 


2
, 
3

4
 e . Foram executados casos de teste para viscosidade cinemática real 

de 0,0 ou 0,0 e um terceiro caso de teste com ruído gaussiano para esta última viscosidade. 

4.3 Estratégia de Treinamento 

O processo de treinamento do modelo é dividido em duas etapas principais. A Etapa 1 é dedicada ao 
treinamento da PINN paramétrica, para que a rede ajuste seus pesos e biases para inferir velocidades e assim, 
não sendo necessária a resolução da equação de Burgers. A Etapa 2 resolve o problema inverso, ou seja, faz a 
descoberta da viscosidade verdadeira a partir dos mesmos dados de observação relativos a velocidades, mas 
também da inferência de velocidades para um conjunto de pontos de colocação. Esta abordagem multifacetada 
foi adotada para superar os desafios conhecidos de otimização em PINNs, como o balanceamento de gradientes 
e a convergência para mínimos locais inadequados, que frequentemente surgem em problemas inversos (Wang, 
Teng e Perdikaris, 2021). 
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A Etapa 1 constitui um pré-treinamento de 500 épocas, utilizando o otimizador Adam, onde a rede é 
ajustada exclusivamente com base na função de perda calculada a partir da diferença entre dados observados e 
estimados. Isso inicializa os pesos e biases da rede em uma região promissora do espaço desses parâmetros da 
rede. Segue-se a Etapa 2, utilizando a rede neural pré-treinada na Etapa 1, mas estimando o parâmetro 
viscosidade e utilizando uma função de perda que a caracterizam como sendo uma PINN. Nesta etapa, 
sucedem-se 1.000 épocas com o otimizador Adam e outras 5.000 com o otimizador L-BFGS-B. Em ambas, 
uma função de perda composta é utilizada, constituída pelo termo de erro dos dados (dataloss) e pelo termo de 
resíduos da EDP (PDEloss). O primeiro termo é igual à função de perda da Etapa 1, enquanto o segundo termo 
é calculado para os 10.000 pontos de colocação para os quais a própria rede neural infere velocidades, sendo o
resíduo da EDP calculado para estas velocidades e suas derivadas considerando a viscosidade candidata que 
está sendo estimada pela PINN. 

O otimizador L-BFGS-B do SciPy (Virtanen et al., 2020) é um método quasi-Newton que realiza uma busca 
local aprofundada para encontrar o valor de  que minimiza a função de perda. A escolha da variante "B" 
(bound-constrained) é deliberada, pois permite a imposição de restrições de caixa (box constraints), ou seja, 
limites inferiores e superiores para os parâmetros. Embora o código utilize uma regularização baseada em 
intervalo, a capacidade do otimizador de lidar inerentemente com tais restrições é fundamental para problemas 
de descoberta de parâmetros físicos, garantindo que a solução permaneça em um domínio plausível  
(e.g.,  > 0). Para estabilizar o treinamento, diversas técnicas são aplicadas. Um esquema de aprendizado por 
currículo (Bengio et al., 2009) é adotado para o parâmetro , onde o intervalo de valores de viscosidade 
amostrados para os pontos de colocação aumenta gradualmente ao longo das épocas. Especificamente, um 
cronograma linear é utilizado, no qual o limite superior da faixa de amostragem se expande desde um valor 
inicial até o máximo definido, variando linearmente com as épocas de treinamento. Adicionalmente, uma 
ponderação adaptativa, baseada em um algoritmo de annealing, ajusta dinamicamente a influência de cada 
termo da função de perda (Wang, Teng e Perdikaris, 2021). Uma ponderação extra, dependente de , é aplicada 
aos resíduos da EDP para priorizar a precisão em regimes de baixa viscosidade. A taxa de aprendizado do 
otimizador Adam é gerenciada dinamicamente por um mecanismo de redução em plateau (learning rate 
scheduling), o qual diminui o passo do otimizador caso a função de perda sofra estagnação, permitindo um 
ajuste mais fino em regiões promissoras do espaço de busca. 

5. REFINAMENTOS E DESAFIOS METODOLÓGICOS 

Alcançar uma solução precisa e robusta exigiu diversos refinamentos metodológicos. Esta seção detalha a 
estratégia de treinamento, os desafios encontrados com otimizadores e generalização do modelo, e como eles 
foram superados. 

Este estudo exigiu uma implementação de baixo nível para investigar a estabilidade do otimizador  
L-BFGS-B e sua interação com a compilação just-in-time (JIT). Esse controle de granularidade fina é 
frequentemente obscurecido por abstrações em bibliotecas de PINNs de alto nível, sendo implementadas neste 
estudo novas redes neurais no TensorFlow (Abadi et al., 2015). Este framework foi escolhido por seu 
mecanismo de diferenciação automática maduro, essencial para o cálculo de derivadas na função de perda do 
PINN. Além disso, a experiência anterior com o TensorFlow simplificou o desenvolvimento, permitindo focar 
na dinâmica do treinamento em vez de nos detalhes da implementação. Essa abordagem direta foi crucial para 
revelar visões práticas que, de outra forma, seriam ocultados por bibliotecas especializadas. 

O principal desafio de implementação foi alcançar uma convergência estável durante o treinamento usando 
o otimizador L-BFGS-B, o que levou a investigar duas implementações de biblioteca diferentes para este 
otimizador específico. A primeira implementação é uma abordagem híbrida usando TensorFlow com o 
otimizador SciPy, que se mostrou robusta após resolver uma instabilidade em sua busca linear, introduzindo 
até mesmo um gargalo de desempenho significativo na transferência de dados da CPU para a GPU. Em 
contraste, a segunda implementação, um otimizador nativo de TensorFlow Probability (TFP), embora 
teoricamente tenha melhor desempenho computacional, falhou em convergir devido a uma interação sutil com 
o compilador JIT (@tf.function). Desabilitar o decorador JIT estabilizou o otimizador TFP, mas degradou 
severamente seu desempenho. Esta investigação revela um trade-off crítico entre robustez e velocidade nos 
otimizadores de segunda ordem atuais, o que levou à seleção da primeira implementação, o híbrido 
TensorFlow/SciPy. 
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6. RESULTADOS E DISCUSSÃO 

Para avaliar a robustez e a precisão do modelo proposto, foi conduzido um estudo experimental sistemático. A 
capacidade da PINN em resolver o problema inverso foi testada sob diferentes condições, variando a 
viscosidade cinemática verdadeira (verdadeiro), o valor inicial para o aprendizado curricular (inicial), e a semente 
de aleatoriedade para garantir a reprodutibilidade. Adicionalmente, foi investigado o impacto da adição de 
ruído gaussiano aos dados de treinamento na precisão da descoberta do parâmetro. 

6.1 Precisão e Robustez na Descoberta do Parâmetro 

Os resultados da descoberta do parâmetro de viscosidade, resumidos na Tabela 1, demonstram a alta precisão 
do método. Em múltiplos ensaios com diferentes sementes de aleatoriedade e valores iniciais, o erro relativo 
entre o valor de  descoberto e o valor verdadeiro permaneceu consistentemente baixo, geralmente inferior a 
1%. Por exemplo, para um valor verdadeiro verdadeiro = 0,05. Este valor, com seis casas decimais de precisão, 
corresponde a um erro relativo efetivo de 0,0%, demonstrando a alta acurácia do método com inicial = 0,09 e 
semente 53. O baixo Erro Quadrático Médio (MSE) de predição para o modelo do Estágio 2 (da ordem de   
105 a 106) corrobora a precisão da solução encontrada. O tempo de execução total para cada ensaio foi de 
aproximadamente 500 segundos em uma única GPU, indicando a viabilidade computacional da abordagem. 

Do ponto de vista do custo computacional, a Tabela 1 mostra que o tempo de execução total é consistente, 
com uma média de aproximadamente 500 segundos por ensaio. A análise detalhada da execução revela que a 
maioria deste tempo (mais de 90%) é consumida durante o treinamento da rede paramétrica na Etapa 1, que 
utiliza o otimizador Adam. A Etapa 2, embora numericamente sensível, é computacionalmente mais rápida 
devido ao menor número de épocas e ao fato de otimizar um único parâmetro. Este perfil de desempenho sugere 
que futuras otimizações devem focar na aceleração do treinamento da rede principal. 

Tabela 1. Resultados da descoberta de  para diferentes configurações 

νverdadeiro νinicial Semente νdescoberto MSE Total da Predição (u+v) Erro Relativo (%) Tempo (s) 

0,02 0,2 17 0,019949 2,03E-05 0,255 496,81 

0,02 0,2 53 0,019868 5,62E-05 0,66 496,93 

0,02 0,2 89 0,020337 1,46E-05 1,685 495,95 

0,02 0,09 17 0,020169 2,90E-05 0,845 499,67 

0,02 0,09 53 0,01999 2,04E-05 0,05 506,97 

0,02 0,09 89 0,020023 2,38E-05 0,115 500,63 

0,05 0,2 17 0,050223 1,03E-05 0,446 501,36 

0,05 0,2 53 0,050163 6,08E-06 0,326 512,1

0,05 0,2 89 0,050562 1,31E-05 1,124 507,8

0,05 0,09 17 0,050018 1,50E-05 0,036 521,27 

0,05 0,09 53 0,05 1,37E-05 0 516,84 

0,05 0,09 89 0,049917 1,06E-04 0,166 524,42 

6.2 Impacto de Ruído nos Dados 

Para avaliar a robustez do modelo em cenários mais realistas, onde os dados de observação podem conter 
imprecisões, foi realizado um experimento adicionando diferentes níveis de ruído gaussiano aos dados de 
treinamento. Os resultados indicam uma relação não trivial entre o ruído e o erro. Embora o erro aumente ao 
se introduzir 1% de ruído, ele surpreendentemente diminui para níveis de ruído mais altos (5% e 10%), como 
visto na Tabela 2. Mesmo nestes cenários, a PINN ainda é capaz de descobrir um valor de  próximo ao 
verdadeiro, demonstrando a eficácia da regularização imposta pela física da EDP para mitigar o impacto de 
dados imperfeitos. 
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Tabela 2. Resultados da descoberta de  (verdadeiro = 0,02) com diferentes níveis de ruído 

Nível de Ruído  MSE Total da Predição (u+v) Erro Relativo (%) 

0,0% 0,019170 5,46e-05 4,15 

1,0% 0,022487 9,78e-06 12,43 

5,0% 0,019700 3,24e-05 1,50 

10,0% 0,019934 2,39e-05 0,33 

6.3 Análise Qualitativa da Solução 

Além da análise quantitativa, a qualidade da solução aprendida pela PINN foi avaliada visualmente. A Figura 
2 compara o campo de velocidade previsto pela PINN no Estágio 2 com a solução de referência gerada pelo 
Método das Diferenças Finitas (MDF). A comparação mostra uma excelente concordância qualitativa entre a 
solução da PINN e a solução numérica de referência, capturando corretamente a forma e a dinâmica do 
escoamento. Isso confirma que a rede neural não apenas descobre o parâmetro físico correto, mas também 
aprende uma representação fiel da solução da EDP em todo o domínio espaço-temporal. 
 

 

Figura 2. Comparação visual entre a solução de referência do MDF (esquerda) e a solução prevista pela PINN (direita) 
para o campo de velocidade final ( = 0,0) com  = 0,0 e com  = 0,0. A similaridade entre as soluções demonstra 

a capacidade da PINN de aprender a dinâmica do fluido com fidelidade 

7. CONCLUSÃO 

O presente trabalho demonstrou a implementação bem-sucedida de uma PINN robusta para a descoberta da 
viscosidade cinemática na equação de Burgers 2D. A metodologia, que combina uma abordagem de otimização 
híbrida, ponderação adaptativa da função de perda e aprendizado curricular, provou ser eficaz, resultando em 
estimativas de  com alta precisão e baixo erro relativo em diversos cenários, incluindo dados com ruído. Os 
resultados quantitativos e qualitativos confirmam que a PINN não apenas resolve o problema inverso de forma 
acurada, mas também aprende uma representação fiel da solução da EDP. Embora o Estágio 2 tenha 
demonstrado excelente desempenho, a capacidade de generalização do modelo paramétrico (Estágio 1) em 
uma faixa mais ampla de valores de  permanece como um ponto para investigação futura. 

8. TRABALHOS FUTUROS 

Os trabalhos futuros se concentrarão em três eixos principais de computação de alto desempenho. Primeiro, a 
escalabilidade do modelo será investigada para problemas de maior dimensão, como a equação de Burgers 3D 
ou domínios com geometrias mais complexas, avaliando o crescimento do custo computacional e da demanda 
por memória. Segundo, para superar o gargalo de comunicação CPU-GPU identificado, será explorada a 
implementação de otimizadores de segunda ordem nativos para GPU, que se tornaram mais estáveis em versões 
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recentes de bibliotecas de aprendizado profundo. Terceiro, serão aplicadas estratégias de treinamento 
distribuído, utilizando múltiplas GPUs (multi-GPU) e múltiplos nós (multi-node) com tf.distribute.Strategy,
para reduzir o tempo de treinamento da rede paramétrica, permitindo a abordagem de problemas inversos em 
escalas maiores. 
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